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BACKGROUND AND OBJECTIVES: The healthcare insurance industry faces a significant 
challenge predicting individuals’ insurance costs, which are based on complex parameters such 
as age and physical characteristics. Insurance companies categorize policyholders into high-
risk and low-risk groups to manage risks and avoid potential losses. However, the accurate 
estimation of costs for each individual can be a daunting task. By leveraging data science and 
machine learning techniques, insurance companies can improve their cost estimation accuracy 
and better manage risks. This approach can help insurance companies to provide more 
accurate insurance coverage and pricing for individuals leading to higher customer satisfaction 
and lower financial losses.
METHODS: To address this challenge, a data science and machine learning-based approach 
that uses ensemble learning to predict high-risk and low-risk individuals is used. The method 
involves several steps including data preprocessing, feature engineering, and cross-validation 
to evaluate the model’s performance. The first step involves preprocessing the data by cleaning 
it, handling missing values, and encoding categorical variables. The second step generates new 
features using feature engineering techniques such as scaling, normalization, and dimensionality 
reduction. Next, ensemble learning is used to combine multiple regression methods such as 
logistic regression, neural networks, support vector machines, random forests, LightGBM, and 
XGBoost. By combining these methods, the aim is to leverage their strengths and minimize 
their weaknesses to achieve better prediction accuracy. Finally, the model’s performance is 
evaluated using cross-validation techniques such as k-fold cross-validation. These techniques 
help to validate the model’s accuracy and prevent overfitting.
FINDINGS: The proposed approach achieves an AUC of 0.73 demonstrating its effectiveness in 
predicting high-risk and low-risk individuals.
CONCLUSION: In conclusion, the healthcare insurance industry can benefit greatly from data 
science and machine learning-based approaches. By accurately predicting high-risk and low-risk 
individuals, insurance companies can better manage risks and provide more accurate coverage 
and pricing for their customers. This can lead to the improvement of customer satisfaction and 
the reduction of financial losses for insurance companies.
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مقاله علمی 
پیش  بینی هزینه  های بیمة درمانی   افراد با استفاده از یادگیری ماشین و روش یادگیری جمعی 

مهسا تجددی نودهی1، سمانه حسینی خطیبانی1، محسن یزدی نژاد2،*، سمیه زلفی1
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پیشینه و اهداف: صنعت بیمة درمانی   در پیش  بینی هزینه  های بیمه افراد که براساس پارامترهای پیچیده  ای مانند سن و 
ویژگی های فیزیکی است، با چالش مهمی مواجه است. شرکت های بیمه برای مدیریت ریسک و جلوگیری از زیان احتمالی، 
بیمه گذاران را به دو گروه پرخطر و کم خطر دسته  بندی می کنند. بااین حال، برآورد دقیق هزینه ها برای هر فرد می تواند کار 
سختی باشد. برای مقابله با این چالش، ما رویکردی مبتنی بر علم داده و یادگیری ماشین را پیشنهاد می کنیم که از یادگیری 

جمعی برای پیش بینی افراد پرخطر و کم  خطر استفاده می کند.
روش شناسی: روش پیشنهادی شامل مراحل مختلفی از جمله پیش  پردازش داده  ها، مهندسی ویژگی  ها و اعتبارسنجی 
متقابل برای ارزیابی عملکرد مدل است. در مرحلة اول، داده  ها را با پاک کردن، مدیریت مقادیر ازدست رفته و رمزگذاری 
متغیرهای طبقه  بندی، پیش  پردازش می  کنیم. در مرحلة دوم، ما ویژگی های جدیدی را با استفاده از روش های مهندسی 
ویژگی  ها مانند مقیاس بندی، نرمال سازی و کاهش ابعاد تولید می کنیم. این روش  ها به استخراج اطلاعات معنادار از داده  ها 
و بهبود عملکرد مدل کمک می  کند. در مرحلة بعد، ما از یادگیری جمعی برای ترکیب روش های رگرسیون متعدد، مانند 
 XGBoost و LightGBM ،رگرسیون لجستیک، شبکه های عصبی، ماشین های بردار پشتیبانی، جنگل های تصادفی
استفاده می کنیم. هدف از ترکیب این روش  ها این است که از نقاط قوت آن ها استفاده کنیم و نقاط ضعف آن ها را به حداقل 
 k-fold برسانیم تا به دقت پیش  بینی بهتری دست یابیم. در نهایت، عملکرد مدل را با استفاده از روش اعتبارسنجی متقاطع

ارزیابی می کنیم. این روش به اعتبارسنجی دقت مدل و جلوگیری از برازش بیش از حد کمک می کند.
یافته ها: رویکرد پیشنهادی ما به AUC برابر با 0/73 دست می  یابد که اثربخشی آن را در پیش  بینی افراد پرخطر و کم  خطر 

نشان می  دهد.
نتیجه گیری:  با استفاده از علم داده و روش  های یادگیری ماشین، شرکت  های بیمه می  توانند دقت برآورد هزینة خود را بهبود 
بخشند و ریسک را بهتر مدیریت کنند. این رویکرد می  تواند به شرکت  های بیمه کمک کند تا پوشش بیمه  ای و قیمت  گذاری 

دقیق  تری را برای افراد ارائه دهند که به رضایت بیشتر مشتریان و کاهش زیان  های مالی منجر می  شود.
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مقدمه
برای بهبود پاسخگویی به سلامت افراد در صنعت بیمه، پیش    بینی 
هزینة بیمة درمانی   مورد نیاز است (Sommers, 2020). بیمه یکی از 
ارکان توسعة نظام مراقبت  های بهداشتی در جهان است. مطالعه و بررسی 
در حوزة خسارات و بیماری  ها کمک می  کند تا ذی نفعان به راحتی بتوانند 
.(Ahmadlou et al., 2023) این خصوص سیاست  گذاری کنند   در 

 ازاین  رو با پیش  بینی هزینه  های درمانی هم بیمه  شونده و هم بیمه  گذار 
می  توانند تاحدودی آینده را پیش  بینی کنند و گزینه  های بهتری برای 
تصمیم  گیری داشته باشند . (Tkachenko et al., 2018) نرخ بیمه 
هزینه  های  دقیق  برآورد  است.  پزشکی  مسائل  برخی  تأثیر  تحت 
و  ذی نفعان  از  طیفی  برای  درمانی  و  فردی  بهداشتی  مراقبت  های 

 .)Morid et al., 2017( آژانس  های بهداشتی مهم است
مهم  بسیار  پیش  بینی  مدل  های  از  استفاده  با  هزینه  ها  کاهش 
است. با توجه به آیین نامة شمارة 81 بیمة مرکزی ج.ا. )مقررات تعیین 
تعرفة  موظف اند  بیمه  مؤسسات  از  هریک   5 شمارة  حق بیمه( مادة 
حق بیمة رشته  های بیمه  ای خود را به نحوی تعیین نمایند که در هر 
سال ضریب خسارت در یک محدودة معین قرار بگیرد. به طور مثال 
ضریب خسارت در رشتة درمان می  بایست بیشتر از 50% و کمتر از %85 
باشد. اگر مقدار ضریب خسارت کمتر از مقدار نرمال مقدارگذاری شود، 
این محصول براي شرکت  هاي بیمه رشتة سودآوري محسوب نمی  شود 
.)Sepahvand et al., 2022( و به سمت زیان دهي حرکت می  کند 

 دپارتمان های بهداشتی حجم عظیمی از داده های مربوط به بیماری، 
داده  ها  این  اما  می کنند،  ارائه  را  تشخیصی  فرایندهای  و  بیماران 
.(Milovic and Milovic, 2012) به درستی تجزیه و تحلیل نمی شوند 
 ارائه دهندگان بیمه و سازمان  هایی که خدمات درمانی ارائه می کنند، 
اولویت بندی  را  سازمان  محدود  منابع  صحیح  برنامه ریزی  با  باید 
می تواند  آینده  احتمالی  هزینه های  از  اطلاع  علاوه براین،  کنند. 
با  بیمه  برای  تصمیم گیری  گزینه های  تا  کند  کمک  بیماران  به 
به رشد  این عوامل  انتخاب کنند.  را  فرانشیزها و قیمت های معقول 
یکی   .(Kumar et al., 2012) می  کند  کمک  نیز  بیمه  ای  مقررات 
بیمة  هزینه  های  پیش بینی  بیمه،  صنعت  چالش  های  مهم ترین  از 
درمانی   افراد است. هزینه  های درمانی با ویژگی  های داده  های فردی 
در  پیش بینی  که  است  دلیل  همین  به  و  می  شود  پیچیده سنجیده 
این مورد، باید مبتنی بر رویکرد داده محور شخصی سازی شده باشد 
 .(Perova and Pliss, 2017) می گیرد  نظر  در  را  زیادی  عوامل  که 
 حجم زیاد داده (Shakhovska et al., 2015)، تأثیر عوامل گوناگون

متغیرها  بین  پارامترهای  وابستگی  و   )Chyrun et al., 2018(  
در  که  است  دیگری  چالش  های  از   )Babichev et al., 2018(
پژوهش ها به طور کامل مطالعه نشده است. عوامل یادشده، استفاده 
از ابزارهای هوش مصنوعی را برای حل این چالش ضروری می کند 

 .)Bodyanskiy et al., 2017(
یادگیری ماشین نقش مهمی در پیش بینی دقیق  الگوریتم های 
نقش  داده  کاوی   .(Yang et al., 2018) دارند  درمانی    بیمة  هزینة 

مهمی در جنبه  های مختلف صنعت بیمه ایفا می  کند، مانند ارزیابی 
ریسک، کشف تقلب، تجزیه و تحلیل پذیره  نویسی، تجزیه و تحلیل ادعا، 
مانند  و  مشتری  پروفایل  محصول،  توسعة  بازاریابی،  تجزیه و تحلیل 
آن. همراه با داده  کاوی، صنعت در حال تغییر به سمت الگوریتم  های 
یادگیری ماشین است تا با استفاده از تجزیه و تحلیل انجام شده روی 
مجموعه داده  های بزرگ برای تشخیص بهتر تقلب، تأیید KYC، ارزیابی 
خط مشی رفتاری و تسویة ادعای سفارشی، پیش  بینی کند. استفاده 
از یادگیری ماشین، به شدت در صنعت بیمه در حال افزایش است. 
جداسازی  برای  پردازش  و  ادعا  تجزیه و تحلیل  در  ماشین  یادگیری 
کلاهبرداری  حتی  و  دسترس  از  دور  ادعاهای  شناسایی  ادعاها، 
ادعا  پردازش  در  انسان  دخالت  کاهش  موجب  و  می  شود،  استفاده 
ثبت  الگوی  در  ماشین  یادگیری  الگوریتم های  از  استفاده  می  شود. 
ادعای ذی نفع و همچنین الگوی پذیرش ادعای خودکه می تواند برای 
بهینه سازی کل جریان فرایند برای ثبت نام خط مشی کاری استفاده 

کند، کمک می کند.
پیش بینی  مسئلة  حل  برای  زیادی  رویکردهای 
رگرسیون  روش  های  دارد.  وجود  سلامت  بیمة  هزینه های 
برای  اغلب  که   ،)Marmolejo-Ramos et al., 2023( 
این اهداف استفاده می شوند، همیشه دقت کافی را ارائه نمی  دهند. 
از ویژگی  های واقعی داده  هاست و واقعیت  امر به دلیل استفاده  این 
فرض  و  ندارند  نرمال  توزیع  آن ها  موارد  بیشتر  در  که  است  این 
برخی  از  استفاده  این،  نمی  کنند. علاوه بر  برآورده  را  همسویی 
روش  های بهینه سازی برای طبقه  بندی کاملًا زمان  برند. شبکة عصبی 
،)Park et al., 2023( و مدل  های فازی عصبی )Du et al., 2023( 
که  آموزشی  الگوریتم  های  همچنین،  ندارند،  بالایی  دقت  همیشه   
تکرار اساس کار آن هاست، به زمان طولانی برای کار نیاز دارند که 
ایرادی قابل توجه برای داده  های با حجم بالاست. یکی از بزرگ ترین 
قابلیت  داده  ها،  استخراج  روش  های  و  محاسباتی  هوش  مزیت  های 
با حوزة مسئله است، و همین موضوع می  تواند منشأ  تطبیق آن ها 

.)Benedek et al., 2022( چالش  هایی برای آن ها باشد
در این مقاله روشی برای پیش  بینی هزینة بیمة درمانی   و شناسایی افراد 
پرهزینه و پرخطر برای بیمة درمانی   با استفاده از علم داده  کاوی و الگوریتم های 
از مهندسی ویژگی  ها،  یادگیری ماشین پیشنهاد می  شود. در روش پیشنهادی 
انتخاب  روش  های  و  ویژگی  ها  نرمال سازی  جدید،  ویژگی  های  ساخت  همچون 
ویژگی برای بهبود نتایج پیش  بینی استفاده می  شود. روش پیشنهادی با یادگیری 
پرسپترون  عصبی  شبکة    لجستیک،  روش  های رگرسیون  ترکیب  با  و  جمعی 
 ،XGBoost و LightGBM ،چندلایه، ماشین بردار پشتیبان، جنگل تصادفی

پیش  بینی را انجام می  دهد.
هزینه  ها  پیش  بینی  روش  های  بر  مروری   2 بخش  در  ادامه  در 
شرح  پیشنهادی  روش   3 بخش  در  می  شود،  ذکر  بیمه  صنعت  در 
پیشنهادی  روش  بررسی  و  ارزیابی  به   4 بخش  در  و  می  شود،  داده 
و  نتیجه  گیری  و  جمع  بندی   5 بخش  در  نهایت  در  و  می  پردازیم 

پیشنهادهایی برای کارهای آتی ارائه می  شود.
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مروری بر پیشینة پژوهش
بخش  در  مهمی  بسیار  کار  درمانی    بیمة  هزینة  پیش  بینی 
مراقبت  های بهداشتی است. برای برآورد هزینه  های درمانی بیمه  گذار، 
الگوریتم  های  از  استفاده  با  از پژوهشگران  را بسیاری  هزینة پزشکی 
در  کرده اند. نویسندگان  پیش  بینی  ماشین  یادگیری  مختلف 
ویژگی   24 با  داده  مجموعه  از   Vijayalakshmi et al. (2023(
هزینة  پیش  بینی  برای  نیاز  مورد  مرتبط  ویژگی  های  تمامی  شامل 
رگرسیون  الگوریتم های  از  پیاده  سازی  برای  کردند.  استفاده  بیمه 
کمند،  رگرسیون  تصمیم،  درخت  رگرسیون  مانند رگرسیون خطی، 
رگرسیون ریج، رگرسیون جنگل تصادفی، رگرسیون شبکة الاستیک، 
و  همسایه  نزدیک ترین   K رگرسیون  پشتیبان،  بردار  رگرسیون 
رگرسیون شبکة عصبی، استفاده شد و رگرسیون جنگل تصادفی با 

0.9533 به عنوان مقدار R-Squared عملکرد بهتری نشان داد. 
اولی  که  کردند  ارائه  رویکرد  دو   Albalawi et al. (2023) 
مراقبت های  بیمة  هزینه های  پیش بینی  برای  محاسباتی  هوش  از 
بهداشتی با استفاده از الگوریتم های یادگیری ماشین استفاده می کند. 
و دومی اسپارک است که یک ابزار کلان داده در نظر گرفته می شود. 
رگرسیون  و  خطی  رگرسیون  الگوریتم های  اول،  رویکرد  میان  در 
ورودی  داده های  ویژگی های  براساس  که  معروف اند  چندجمله ای 
است. رگرسیون خطی روشی است که رابطة بین دو یا چند متغیر 
متغیرهای  بین  رابطة  تحلیل چندجمله  ای،  اما در  نشان می  دهد.  را 
مدل سازی   n درجة  چندجمله ای  از  استفاده  با  مستقل  و  وابسته 
می شود. نتایج به دست آمده نشان می دهد که عملکرد مدل رگرسیون 
درختی تقویت شده با گرادیان بسیار بهتر از یک جنگل چندمتغیره و 

تصادفی  R2 برابر با 00/9067 است. 
درمانی    بیمة  هزینة   Anwar ul Hassan et al. (2021)
آن ها  کرد.  پیش  بینی  محاسباتی  هوشمند  رویکرد  از  استفاده  با  را 
رگرسیون خطی، SGB، XGBoost، درخت تصمیم، جنگل تصادفی، 
 RMSE با Kaggle را در داده  های KNN رگرسیون خطی چندگانه و

برابر با 0/340 و دقت 86 درصد اعمال کردند.
بیمة  Christobel and Subramanian (2022) هزینة 
درمانی   را با استفاده از روش های خطی، ridge، lasso و رگرسیون 
چندجمله ای در همان مجموعه داده  ها با دقت 88% پیش بینی کرد. 
 KNN، مانند  گروهی  روش  های  از   ،Shakhovska et al. (2022)
ماشین بردار پشتیبان، درخت رگرسیون، رگرسیون خطی و SGB در 
همان مجموعه داده  ها استفاده کرد. الگوریتم Boruta برای انتخاب 
کرد.  تولید   RMSE به عنوان  را   173/213 و  شد  استفاده  ویژگی 
Drewe-Boss et al. (2022) در داده هایی که از InGef جمع آوری 
شده به R2 برابر با 0/266و MAPE برابر با 2004/33 و CPM )اندازة 
پیش بینی کامینگ( 0/326 رسیدند، که برای آن از شبکة عصبی عمیق 
 Shyamala Devi et al. (2021) است.  استفاده شده  و رگرسیون 
روی   ANOVA آزمون  و  تصادفی  رگرسیون چند جمله ای، جنگل  از 
داده های مخزن ماشین UCI استفاده کرد و با رگرسیون چند جمله ای 
 Pfutzenreuter and Lima (2021) رسیدند.   0/88 معادل   R2 

و  تصادفی  جنگل  ساده،  درخت   ،KNR، SVR خطی،  رگرسیون  از 
XGBoost در داده های Kaggle استفاده کرد، R2 را با 0/88 تولید کرد. 
Kaushik et al. (2022) شبکة عصبی مصنوعی را در همان مجموعه 
Tkachenko et al. (2018) .داده با دقت 92/72 درصد اعمال کرد 
برای   SGTM عصبی  ساختار  از  استفاده  با  را  تکه ای  خطی  روش   
کرد.  ایجاد  داده   مجموعه  همان  در  درمانی    بیمة  هزینة  پیش بینی 
 MAE به عنوان   293634/3453 و   MAPE به عنوان   30/ آن ها60 

دریافت کردند. 
Hanafy and Omar (2021) قیمت بیمة درمانی   را با استفاده 
 DNN رگرسیون  مدل  های  و  ماشین  یادگیری  الگوریتم  های  از 
 MAE، RMSE از  آن ها  کردند.  پیش  بینی  داده   مجموعه  همان  در 
مقادیر  به ترتیب  و  کردند  استفاده  متریک  به عنوان   R-squared و 

0/17448، 0/38018 و 85/8295 را به دست آوردند.
Lakshmanarao et al. (2020) مدلی برای پیش  بینی هزینة 
 MLR، SVR، DTR درمانی با استفاده از الگوریتم  های رگرسیون مانند
و جنگل تصادفی ساختند که در آن رگرسیون جنگل تصادفی نسبت 
  R2به سایر الگوریتم  ها عملکرد بهتری داشت. آن ها معیارهایی مانند
MAE 2760، MSE 23294452 ،0/85 و RMSE 4826 را در همان 

مجموعه داده  به دست آوردند. 
Kafuria (2022) یک مدل پیش بینی با استفاده از الگوریتم های 
یادگیری ماشین برای محاسبة قیمت بیمة درمانی   ایجاد کرد. او از 
الگوریتم  کرد.  استفاده   RFR و   MLR، KNN، LASSO، XGBoost
 RMSE را2688،   MAE را 85 درصد،   R2 ارزیابی  XFBoost معیار 
را  مدلی   Bhardwaj and Anand (2020) کرد.  تولید   4748 را 
تقویت کنندة  MLR، DTR و رگرسیون درخت تصمیم  از  استفاده  با 
بیمة درمانی    برای پیش بینی مبلغ  گرادیان در همان مجموعه داده  
ایجاد کردند که دقت گرادیان بوست برابر با 99/5% بود. در پژوهشی 
دیگر Goundar et al. (2020)  مدل پیش بینی را با استفاده از شبکة 
 BSP LIFE عصبی مصنوعی پیش خور و شبکة عصبی مکرر در داده های
درمانی    بیمة  پیش بینی  برای  درصد   93  ،RNN و  (Fuji) Limited
پیش بینی   Fauzan and Murfi (2018) همچنین  کردند.  ایجاد 
 XGBoost، AdaBoost، Stochastic خسارت بیمه را با استفاده از
 XGBoost جنگل تصادفی و شبکة عصبی انجام دادند که در آن ،GB
در  آورد.  به دست  نرمال شده  جینی  ضریب  به عنوان  را   0/28 عدد 
 Kumar Sharma and Sharma (2020) ادامه می توان به پژوهش 
از  استفاده  با  را  سلامت  بیمة  پیش بینی  سیستم  که  داشت  اشاره 
رگرسیون خطی چندگانه در همان مجموعه داده با  MAPE برابر با 
3% و R2 با مقدار 0/76 ایجاد کردند. موضوع حائز اهمیت این است 
ویژگی  هفت  با  تنها  داده  مجموعه  از  موجود  سیستم  های  همة  که 

استفاده می  کردند.
در Eriksson et al. (2004) رویکرد خطی تکه ای برای حل یک 
مشکل رگرسیون پیشنهاد شد. مزایای آن در حجم زیادی از پردازش 
داده ها، که در آن دقت کار روش بسیار مهم است، مشهود است. در 
برای حل   ،Doroshenko (2018) و Tkachenko et al. (2018)
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مسئله طبقه بندی با سرعت بالا براساس تقریب پله ای تکه ای، استفاده 
از ساختار عصبی مانند SGTM پیشنهاد شده است. نویسندگان نتایج 
الگوریتم  علاوه بر این،  و  می کنند،  ارائه  طبقه  بندی  از  رضایت بخشی 
روش  بالای  سرعت   SGTM غیرتکراری  عصبی  ساختار  آموزشی 

پیشنهادی را فراهم می کند.
با وجود تلاش های صورت گرفته، هنوز پیش بینی هزینه  های بیمة 
کارهای  اکثر  ازطرفی  نیست.  برخوردار  کافی  دقت  از  افراد  درمانی   
انجام  را  پیش بینی  ویژگی ها  از  مشخصی  تعداد  روی  بر  پیشین 
ماشینی  یادگیری  الگوریتم های  از  پژوهشگران  از  بسیاری  می دهند، 
سن،  مانند  محدود  ویژگی  های  با  حق بیمه  پیش بینی  برای  مختلف 
جنس، فرزند، فرد سیگاری، منطقه و هزینه ها استفاده کردند. اما تنها 
این ویژگی  ها برای پیش  بینی هزینه  ها و میزان خطر افراد بیمه شونده 
برای بیمة سلامت مناسب نیستند و تعداد ویژگی های بیشتری برای 
روش  در  شد  ذکر  آنچه  بنابر  است.  نیاز  مورد  دقیق تر  پیش بینی 
افزایش  و  ماشین  یادگیری  الگوریتم های  از  استفاده  با  پیشنهادی 
پیش بینی  برای  راه حلی  پیشنهادشده،  روش های  سایر  و  ویژگی ها 

دقیق تر هزینه های بیمة سلامت افراد پیشنهاد می شود.

روش شناسی پژوهش
هزینه های  پیش بینی  در  مهمی  چالش  با  درمانی    بیمة  صنعت 
زیان  از  جلوگیری  و  ریسک  مدیریت  برای  است.  روبه رو  افراد  بیمة 
احتمالی، شرکت های بیمة بیمه گذاران را به دو گروه پرخطر و کم خطر 
فرد  هر  برای  هزینه ها  دقیق  برآورد  بااین حال،  دسته بندی می کنند. 

داده  علم  بر  مبتنی  رویکرد  پژوهش، یک  این  در  است.  کار سختی 
از یادگیری جمعی برای  و یادگیری ماشین پیشنهاد شده است که 
پیش بینی هزینه های سلامت افراد بیمه شونده استفاده می کند و افراد 
پرخطر و کم خطر برای بیمه گذار را تعیین می کند. پرسش پژوهشی 
مطرح در این پژوهش این است که چگونه می توان هزینه های نزدیک 

به واقعیت را برای افراد بیمه شونده محاسبه کرد.
این پژوهش در چارچوب یک مدل فرایندی به نام CRISP مطابق 

شکل 1 انجام شده است.
ریسک  بر  مؤثر  عوامل  بررسی  و  کسب وکار  شناخت  از  پس 
مشتریان بیمة سلامت و شناخت داده  های در دسترس، سایر مراحل 

به ترتیب انجام شده که در ادامه شرح داده شده است.
حذف  داشتند،  ناقص  مقادیر  که  ویژگی  هایی  پیش  پردازش،  در 
شد، مهندسی ویژگی  ها انجام گرفت و ویژگی های جدید تولید شد. 
و ویژگی  های  نرمال شد  روند پیش  پردازش داده  ها، داده  ها  ادامة  در 
دسته  ای مدیریت شد. در مرحلة بعدی همان طور که در شکل 2 نشان 
داده شده است، با استفاده از شش الگوریتم یادگیری ماشین، ریسک 
یادگیری ماشین  الگوریتم  این شش  درمانی هر فرد پیش بینی شد. 
از گروه شبکة  انتخاب شدند.  ماشین  یادگیری  از گروه  های مختلف 
پیش بینی  برای  پیشنهادی  در روش  عصبی، شبکة عصبی چندلایه 
استفاده شد. شبکة عصبی چندلایه از کلاس بندی کننده  های پرکاربرد 
است (Zhang et al., 2023). از گروه الگوریتم  های استنتاج آماری 
جنگل  و  پشتیبان  بردار  ماشین  و  لجستیک  رگرسیون  ناظر،  با 
تصادفی انتخاب شد. همچنین از روش های مبتنی بر درخت، درخت 
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CRISP شکل 1: مراحل متودولوژی
Fig. 1: Steps of CRISP methodology
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از روش  های  که  گرادیان  تقویت  ماشین  و  تصادفی،  تصمیم، جنگل 
شد.  استفاده  پیشنهادی  مدل  در  است  پیش بینی  برای  پرکاربرد 
مجموعه ای  توسط  که  گرادیان،  تقویت  ماشین  و  تصادفی  جنگل 
شده  تشکیل  رگرسیون/طبقه بندی  تصمیم گیری  درختان  از 
نشان  کاربردها  از  بسیاری  در  را  قبولی  قابل  پیش بینی  دقت  است، 
از دست رفته  مقادیر  به  نسبت  و   (Bogaert et al., 2021) می  دهد 
مانند  و  نیستند  حساس  ورودی  مقیاس  های  به  همچنین  مقاوم اند، 
شبکه  های  و  پشتیبان  بردار  ماشین  جمله  از  محبوب  الگوریتم  های 
به  رغم  تصمیم،  درخت  آسان  ترند.  آموزش  تنظیم/  نظر  از  عصبی، 
و  گرادیان  تقویت  ماشین های  اندازة  به  معمولاً  بالا،  تفسیر  قابلیت 
ابعاد  با  ورودی های  با  پیش بینی  کارهای  برای  تصادفی  جنگل های 
برای  قوی  رقیب  یک  علاوه براینکه  تصادفی  جنگل  نیست.  کارا  بالا 
نظری  مبانی  پیشرفت در  به دلیل  است،  مدل سازی پیش بینی کننده 
آماری  ماشین  یادگیری  در  محوری  نقش  آن،  تجربی  کاربردهای  و 
مبتنی  استنتاج  روش های  از  استفاده  می کند.  ایفا  اقتصادسنجی  و 
اهمیت  با  آماری  آزمون های  الگو در  تعمیم  برای  بر جنگل تصادفی 
متغیر و خطاهای استاندارد و فواصل اطمینان ارتباط های کشف نشده 
متفاوت  تصادفی  بر جنگل  مبتنی  آماری  استنتاج  استفاده می شود. 
استحکام  از  اطمینان  برای  نمونة معمولی بوده و معمولاً  استنتاج  با 
 .(Chou et al., 2023) می شود  استفاده  نمونه  ها  تعمیم پذیری   و 
از مدل  های ترکیبی یادگیری ماشین، XGBoost و LightGBM  در 

مدل پیشنهادی استفاده شد.
پارامترهای این شش الگوریتم با روش Grid Search تنظیم شد 

 K-fold ارزیابی اعتبارسنجی متقاطع با راهبرد  و سپس نتایج آن ها 
روش  با  الگوریتم  این شش  پیش  بینی  نتایج  پایان،  در  شد.  ارزیابی 
نهایی  نتیجة  به عنوان  و  شد  ترکیب  وزن  دار  میانگین  گیری  ترکیبی 

اعلام شد.

آماده  سازی داده  ها
ابتدا داده های موثق مربوط به هزینة بیمة درمانی   تکمیلی برای 
ده هزار کد ملی تهیه شد. برای استخراج این داده ها، از پرونده های 
هزینه از سال 1397 تا 1400 استفاده شد و در ادامه با حواله های 
شد.  داده  تطبیق  احوال  ثبت  اطلاعات  با  و  یافت  تجمیع  خسارت 
همچنین، اطلاعات مربوط به جنسیت، سن و محیط جغرافیایی هر 
شخص نیز تجمیع شد. علاوه بر این، متغیرهای دیگر نظیر تعداد کل 
خسارات هر شخص به تفکیک هر سال، و جمع، میانگین، کمترین 
و بیشترین مبلغ خسارت هر شخص در هر سال نیز محاسبه شد. با 
اینکه داده های چهار سال را در اختیار داشتیم، داده های  به  توجه 
سال های 1397 تا 1399 را برای ساخت ویژگی  های مجموعه داده 
انتخاب کردیم و هدف پیش بینی مجموع خسارت بیمه شده در سال 
1400 است. شکل 3 نمایشی از مجموعه دادة اولیه را نشان می دهد. 

پیش پردازش 
تعداد اولیة رکوردها 5604 بود، اما پس از پیش پردازش و حذف 
پردازش  برای  رکورد   5356 تعداد  مفقوده،  دادة  دارای  رکوردهای 
انتخاب شد. در روند استخراج اطلاعات، عملیات پیش پردازش انجام 

شکل 2: مراحل روش پیشنهادی
Fig. 2: Steps of the proposed method

شکل 3: مجموعه دادة اولیه
Fig. 3: Initial dataset

 age gender sum 
1400 

city 
name 

count 
1399 

count 
l398 

count 
1397 

min 
1399 

min 
l398 

min 
1397 

max 
1399 

max 
l398 

max 
1397 

sum 
1399 

sum 
l398 

sum 
1397 

avg 
1399 

avg 
l398 

avg 
1397 

 3798091 3380679 5962640 7596182 23664750 5962640 7250582 6658200 5962640 345600 468000 5962640 2 7 1 تهران 2496514 1 35 1
 2126877 898300 983017.3 6380630 7186400 14745260 5780630 4000000 4000000 200000 191000 200000 3 8 15 تهران 12762960 1 35 2
 406350.1 789739.6 1439977 14222255 33169062 41759346 2624400 6300000 3768212 30000 24300 243000 35 42 29 تهران 10091474 1 34 3
 1257827 1933349 2695754 28930020 36733630 62002351 6196665 4099500 12600000 47016 563400 408240 23 19 23 تهران 14466656 1 34 4
 710595.6 841384.2 1050195 16343699 36179521 42007813 4000000 4000000 5400000 41730 46800 102204 23 43 40 تهران 13498545 0 34 5
 1270198 2644589 3204392 2540395 21156714 12817566 2177940 5764000 7130650 362455 308316 450484 2 8 4 تهران 8332054 1 34 6
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شد. این عملیات شامل حذف رکوردهای بی ارزش، و همچنین اصلاح 
رکوردهای دارای داده های ناقص یا اشتباه به دلیل خطای کاربری بود.

برخی  می  شود  دیده   3 شکل  در  که  همان طور  نرمال  سازی: 
ویژگی  ها حاوی داده  های پرت هستند، بنابراین استفاده از روش  های 
در  را  ویژگی  ها  که   Min Max Normalization مثل  نرمال  سازی 
بازه  های مشخص مثل 0 تا 1 نرمال می  کند مناسب نیستند، چراکه 
را تحت  به داده  های پرت حساس اند و عملکرد مدل  ها  این روش  ها 
تأثیر قرار می  دهند. لذا در روش پیشنهادی برای نرمال  سازی داده  های 
عددی از استانداردسازی یا Z transformation استفاده شده است. 
فرمول 1 استانداردسازی را نشان می دهد به طوری که zi نشان  دهندة 
  sو نمونه  میانگین   x’ نمونه،  اولیة  مقدار   xi استانداردشده،  نمونة 

انحراف معیار نمونه است.

 )1('i
i

x xZ
s
−

=

یا  ورودی ها  ایجاد  به معنای  ویژگی  ساخت  ویژگی  ها:  ساخت 
ایجاد  از  است. هدف  موجود  ویژگی های  براساس  ویژگی های جدید 
ویژگی های جدید، بهبود عملکرد مدل در حل یک مسئلة یادگیری 

ماشین است. با استفاده از این روش ها می توان دقت مدل را افزایش 
مراجعات  نسبت  ترند،  تأثیر  و  اهمیت  بررسی  برای  اینجا،  در  داد. 
به عنوان   ،1399 سال  به  نسبت  مختلف  سال های  در  بیماران 

ویژگی  های جدید ساخته شد، که در شکل 4 مشاهده می  شوند.
کدگذاری هدف: کدگذاری هدف فرایند جایگزینی مقادیر یک 
در  است.  مقدار  آن  به ازای  متغیر هدف  میانگین  با  ویژگی دسته  ای 
شد.  استفاده  هدف  کدگذاری  از  شهر  متغیر  برای  پیشنهادی  روش 
هدف  متغیر  میانگین  ستون،  این  در  »تهران«  به جای  مثال  به طور 
این  شد.  جایگزین  است  تهران  آن ها  شهر  که  رکوردهایی  کل  در 
روش برای متغیرهای اسمی که مقادیر گوناگونی دارند )مثل متغیر 
از مزایای این روش همبستگی بالای این  شهر( مناسب است. یکی 

کدگذاری با متغیر هدف است.
انتخاب زیرمجموعه  ای از ویژگی  ها: ویژگی  هایی همچون کد 
ملی، نام و نام خانوادگی که تأثیری در پیش  بینی ندارند حذف شدند. 
در ادامه برای انتخاب ویژگی  ها از تحلیل همبستگی و اهمیت داده  ها 

استفاده شد.
رسم  حرارتی  نقشة   5 شکل  طبق  ویژگی  ها  تأثیر  بررسی  برای 
با تحلیل  شد. نقشة حرارتی رابطة میان ویژگی  ها را نشان می  دهد. 

count_98_99 sum_98_99 avg_98_99 count_97_99 sum_97_99 avg_97_99 
 
 

 توليدشده  جديد  هايويژگي .4 شكل
FFiigguurree  44..  NNeeww  ffeeaattuurreess  pprroodduucceedd  

  

  
 
 

 حرارتي ةنقش . 5 شكل
Figure 5. Heat map 

  

شکل 4: ویژگی  های جدید تولیدشده
Fig. 4: New features produced

شکل 5: نقشة حرارتی
Fig. 5: Heat map
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همبستگی، از هر گروه ویژگی  هایی که همبستگی بالایی با هم دارند 
می  توانیم فقط یکی را انتخاب کنیم. در این مرحله دو ویژگی »جمع 
مبالغ خسارت در سال 1397« و »نسبت میانگین خسارت در سال 

1399 به سال 1398« از مجموعة ویژگی  ها حذف شد. 
دارد  اشاره  راهبرد هایی  به  ویژگی«  »اهمیت  ویژگی:  اهمیت 
که به متغیرهای ورودی براساس قدرت پیش بینی آن ها برای متغیر 
هدف، مقداری اختصاص می دهند. امتیازهای اهمیت ویژگی اجزای 
حیاتی یک پروژة مدل سازی پیش بینی کننده هستند، زیرا بینش  هایی 
را در مورد داده  ها و مدل، و پایه  ای برای کاهش ابعاد و انتخاب ویژگی 
پیش  بینی  اثربخشی یک مدل  و  کارایی  ارائه می دهند، که می  تواند 
این  (Boutahir et al., 2022). در  بر روی مسئله بهبود بخشد  را 
مرحله از خاصیت اهمیت ویژگی الگوریتم LightGBM استفاده شد 
و مطابق شکل 5 متغیرهای »سن«، »نسبت مجموع خسارت در سال 
1399 به 1397« و »تعداد خسارت در سال 1397« به دلیل اهمیت 

بسیار پایینی که داشتند از ویژگی  ها حذف شدند.
تعیین متغیر هدف باینری برای مسئله: برای حل مسئله و 
بر  پیشنهادی علاوه بر جنبة کمّی مسئله  آینده در روش  پیش  بینی 
مسئله  و  شد  توجه  نیز  جنسیت  و  شهر  مانند  مسئله  کیفی  جنبة 
به صورت کلاس  بندی باینری تعریف شد. برای این منظور پرونده  های 
خسارت به سه دسته تقسیم شد. به این صورت که میانة خسارت  های 
مجموعه داده محاسبه شد و 20% کمتر از میانه، به عنوان حد پایین و 
20% بیشتر از میانه، به عنوان حد بالا تعریف شد. پرونده  هایی که بین 
حد پایین و حد بالا قرار گرفتند به عنوان کلاس »ریسک متوسط« از 
مجموعه داده حذف شد تا الگوریتم  ها قدرت بیشتری برای تفکیک دو 
کلاس »ریسک بالا« و »ریسک پایین« داشته باشند. نمودار شکل 6 
تفکیک این سه کلاس را نشان می  دهد، به طوری  که کلاس 0 تعداد 
رکوردهای »ریسک پایین« و کلاس 1 تعداد رکوردهای »ریسک بالا« 

و کلاس 2 تعداد رکوردهای »ریسک متوسط« را نشان می دهد.

 مد ل سازی
در ادامه از روش  های شبکة عصبی پرسپترون چندلایه، ماشین بردار 
 (Vapnik, 1999)، LightGBM  (Ke    et al.,    2017) ، XGBoost پشتیبان

)Lee et al., 2006( رگرسیون لجستیک ،(Chen and He, 2016) 
 و جنگل تصادفی )Ho, 1995( برای پیش  بینی استفاده شد.

شبکة  مدل  ساده  ترین  چندلایه،  پرسپترون  عصبی  شبکة 
از نورون  هایی به نام پرسپترون تشکیل شده است.  عصبی است که 
و  وزن ها  به  توجه  با  را  پرسپترون، یک خروجی  ورودی،  از چندین 
توابع فعال سازی غیرخطی آن محاسبه می کند. اساساً شبکة عصبی 
لایة  و  پنهان  لایة  چند  یا  یک  ورودی،  لایة  چندلایه از  پرسپترون 
عصبی  است. شبکة  شده  تشکیل  محاسباتی  پرسپترون  خروجی 
از  که  است  نظارت شده  یادگیری  برای  مدلی  چندلایه  پرسپترون 

الگوریتم پس  انتشار استفاده می  کند.
XGBoost یک روش یادگیری ماشین پیشرفته است که براساس 
ایدة اصلی گرادیان تقویتی توسعه یافته است. این الگوریتم با استفاده 
یک  قدرتمند،  تصمیم  درخت  چندین  ترکیب  یادگیری  الگوریتم  از 
پیچیده  است مشکلات  قادر  که  ایجاد می  کند  انتها  تا  ابتدا  از  مدل 
از  انجام دهد. مزیت استفاده  را تشخیص دهد و دسته بندی دقیقی 
هر  به  مربوط  امتیازهای  استخراج  که  است  این   XGBoost رویکرد 
ویژگی پس از تولید درختان تقویت شده به طور منطقی آسان است. 
هرچه صفت متداول تر در درخت های تصمیم گیری برای قضاوت های 
سپس  می شود.  بیشتر  آن  نسبی  اهمیت  شود،  گرفته  کار  به  مهم 
اهمیت ویژگی ها در تمام درخت های تصمیم در مدل به طور میانگین 

.)Brownlee, 2016( محاسبه می شود
تقویتی است که  از روش   الگوریتم LightGBM نسخه ای قوی 
اما در چند جنبة کلیدی متفاوت است،  XGBoost است،  به  شبیه 
دیگر  با  مقایسه  در  یادگیرندگان.  پایة  یا  درخت  ایجاد  نحوة  مانند 
توسعه  برگ به برگ  را  درختان   LightGBM گروه،  این  راهبرد های 
حداقل  به  متوالی  تقویت  مرحلة  طول  در  را  خطا  که  می دهند، 

 .)Effrosynidis and Arampatzis, 2021( می رساند
ماشین بردار پشتیبان توسط Vapnik (1999)، در حوزة نظریة 
ساختاری  ریسک  رساندن  حداقل  به  به منظور  و  آماری  یادگیری 
و  الگو  تشخیص  مسائل  از  بسیاری  در  الگوریتم  این  شد.  پیشنهاد 
وابستگی،  تخمین  مسائل  برای  و  شده  استفاده  رگرسیون  تخمین 

پیش  بینی و ساخت ماشین  های هوشمند به کار رفته است.

  
 
 

 ها داده بنديكلاس نتايج :6 شكل
Figure 6. Data classification results  

  

شکل 6: نتایج کلاس بندی داده ها
Fig. 6: Data classification results
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یک  آن  در  که  است  ترکیبی  روش  یک  تصادفی،  جنگل 
مستقل  پایة  تصمیمِ  درخت  چندین  ترکیب  با  طبقه  بندی کننده 
 bootstrap یا bagging مختلف ساخته می  شود. این روش به عنوان
aggregation شناخته می شود. در این الگوریتم، هر درخت تصمیم 
با بخشی از ویژگی  ها که به شکل تصادفی انتخاب می  شوند، آموزش 

داده می  شود.
پرکاربرد  آماری  مدل سازی  روش  یک  نیز  لجستیک  رگرسیون 
با متغیر هدف دوکلاسه بسازد و به عنوان یک  است، می تواند مدلی 

 .(Lee et al., 2006) الگوریتم قدرتمند شناخته می  شود

اعتبارسنجی
برای   K-fold متقاطع  اعتبارسنجی  روش  از  مطالعه،  این  در 
مجموعه  روش،  این  در  است.  شده  استفاده  اعتبارسنجی  و  ارزیابی 
داده به K زیرمجموعه تقسیم می شود، که در این پژوهش 5 در نظر 
گرفته شده است و در هر مرحله، یک زیرمجموعه برای اعتبارسنجی و 
K-1 زیرمجموعه دیگر برای آموزش استفاده می شود. این فرایند K بار 
تکرار می شود و تمام داده ها به صورت کامل برای اعتبارسنجی استفاده 
می شوند. نتیجة ارزیابی در کل تکرارها، به عنوان ارزیابی نهایی در نظر 

گرفته می شود.

ترکیب مدل  ها به روش میانگین  گیری وزنی
در نهایت، با استفاده از رش میانگین وزنی و تنظیم وزن هریک 
از روش ها، پیش بینی نهایی حاصل شد. در این روش، وزن ها براساس 
آزمایش ها و بررسی های انجام شده تنظیم می شود. ایدة اصلی در این 

طبقه بندی  چند  پیش بینی های  تجمیع  با  خطاها  کل  کاهش  روش 
مختلف است. منطق این روش به این صورت است که در ابتدا فرض 
می کنیم هر الگوریتم در آموزش و پیش بینی خود، اشتباهات مختلف را 
دارد. سپس، مجموعه ای از الگوریتم  ها با تنوع زیاد آموزش می  دهیم و 
خروجی آن ها را با هم ترکیب می کنیم. بدین ترتیب، مجموع خطاهای 

پیش بینی نهایی پس از انجام تجمیع به نحوی کاهش می یابد.

نتایج و بحث
برای ارزیابی، روش پیشنهادی در نسخة 3 پایتون و محیط ژوپیتر 
پیاده سازی شد. شکل 7 فراوانی شهرهای مختلف را در مجموعه داده 

و شکل 8 توزیع متغیر هدف برحسب جنسیت نشان می  دهد. 
شکل 9 هیستوگرام متغیر »مجموع خسارت سال 1400« را که 
پایة محاسبة متغیر هدف است، نشان می دهد. با توجه به اینکه این 
 متغیر دارای داده های پرت با مقادیر بسیار بزرگ است، در شکل 10 
مشاهده  نرمال شده،  توزیع  با  متغیر  همان  لوگاریتم  هیستوگرام 

می  شود.
نشان  را  داده  مجموعه  در  سن  متغیر  هیستوگرام   ،11 شکل 
می  دهد. همان طور که در شکل دیده می  شود، متغیر سن دارای توزیع 

نرمال است و میانه ای حدود 40 سال دارد. 
برای مقایسة روش پیشنهادی و مقایسة آن با روش  های دیگر از 
مفهوم منحنی راک استفاده شد. مشخصة عملکرد سیستم یا منحنی 
سیستم  یک  تشخیص  توانایی  که  است  گرافیکی  راک، نموداری 
زیرمنحنی  ناحیة  می دهد.  نشان  را  باینری  طبقه بندی  اندازه گیری 
راک که AUC نامیده می شود، عددی بین صفر تا یک است و نشان 

  
 
 

 داده مجموعه  در مختلف يشهرها  تعداد. 7 شكل

Figure 7. Number of different cities in the dataset  
   

شکل 7: تعداد شهرهای مختلف در مجموعه داده
Fig. 7: Number of different cities in the dataset
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نشریه علمی پژوهشنامه بیمه دوره 13، شماره 1، زمستان 1402، شماره پیاپی 47، ص  14-1

می دهد قدرت تشخیص یا درستی نتایج یک آزمون یا طبقه    بند چقدر 
است. این معیار مخصوصاً زمانی کاربرد دارد که هزینة مثبت غلط و 
منفی غلط )اشتباهات در تشخیص هریک از کلاس  ها( متفاوت باشد، 
زیرا این معیار، تعادل بین نرخ مثبت صحیح )حساسیت( و نرخ مثبت 
غلط )خاصیت( در آستانه  های مختلف را در نظر می  گیرد. با تنظیم 
آستانه، می  توان به طبقه بندی رسید که با توجه به هزینة مثبت غلط 

و منفی غلط یک مسئلة خاص، بین حساسیت و خاصیت اولویت  بندی 
کند. نتیجة AUC روش های مختلف در جدول 1 ذکر شده است.

نهایی  نتیجة  وزنی،  میانگین  گیری  روش  با  نهایت  در 
است.  پایه  روش  های  تمام  از  بهتر  که  شد  حاصل   AUC=0.7334
وزن بهینه که برای هر الگوریتم مشخص شد در جدول 2 آمده است.

 LightGBM الگوریتم  در  ویژگی  ها  از  هریک  اهمیت  شکل 12 

  

  
 
 

 تي جنس برحسب هدف  ريمتغ عيتوز. 8 شكل

Figure 8. Distribution of target variable by gender  
   

شکل 8: توزیع متغیر هدف برحسب جنسیت
Fig. 8: Distribution of target variable by gender

  

  
 
 

 » 1400 سال خسارت  «مجموع ريمتغ ستوگراميه . 9 شكل

Figure 9. Histogram of the variable "total damage in 1400" 

  

شکل 9: هیستوگرام متغیر »مجموع خسارت سال 1400«
Fig. 9: Histogram of the variable “total damage in 1400”

  
 
 

 »1400 سال خسارت «مجموع ريمتغ تميلگار  ستوگراميه. 10 شكل

Figure 10. Histogram of the variable logarithm "Total damage in 1400"  
   

شکل 10: هیستوگرام لگاریتم متغیر »مجموع خسارت سال 1400«
Fig. 10: Histogram of the variable logarithm “Total damage in 1400”
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را نشان می  دهد. همان طور که در این شکل مشخص است مجموع 
پیش  بینی  در  ویژگی  ها  مهم ترین  به عنوان  اخیر  سال  دو  خسارت 

ریسک سال آینده شناخته شده است.

جمع  بندی و پیشنهادها
رشتة درمان پس از رشتة ثالث یکی از پرتقاضاترین رشته  ها در 
از مهم  ترین چالش  های صنعت بیمه، پیش بینی  صنعت بیمه است. 
افراد است. برای برآورد هزینه های بیمه و  هزینه  های بیمة درمانی   
نرخ گذاری بیمه، پیش  بینی هزینة بیمة درمانی   مورد نیاز است. در 
حال حاضر هزینه  های درمانی معمولاً براساس ترکیبی از پارامترها، 

  

  
 
 

 داده مجموعه  در سن ريمتغ  ستوگراميه .11 شكل

Figure 11. Histogram of the age variable in the dataset 

  

شکل 11: هیستوگرام متغیر سن در مجموعه داده
Fig. 11: Histogram of the age variable in the dataset

 مختلف هايروش در AUC. 1 جدول
Table 1. AUC in different methods 

  
AUC  روش  

0.725 XGBoost  
  تصادفي جنگل 7260.

  لجستيك  رگرسيون 0.726
 پشتيبان  بردار ماشين 0.727
  چندلايه  پرسپترون عصبي ةشبك 0.728
0.727 LightGBM 

  
  

جدول AUC :1 در روش های مختلف
Table 1: AUC in different methods

  تركيبي روش در هاالگوريتم وزن. 2 جدول
Table 2. The weight of algorithms in the hybrid method 

 
  

  روش  وزن 
0.05 XGBoost  
  تصادفي جنگل 0.1
  لجستيك  رگرسيون 0.1

 پشتيبان  بردار ماشين 0.25
  چندلايه  پرسپترون عصبي ةشبك 0.25
0.25 LightGBM 

 

می  شود  سنجیده  بیمه شونده،  فرد  فیزیکی  ویژگی های  مانند 
روش  های  از  استفاده  با  پژوهش  این  در  است.  پیچیده  کاری  که 
بیمه  شونده  افراد  درمانی  هزینه  های  پیش  بینی  در  سعی  داده  کاوی 
می  شود. روش پیشنهادی از اعتبارسنجی متقابل برای ارزیابی نتایج 
با یادگیری  مدل سازی استفاده می  کند، همچنین روش پیشنهادی 
جمعی و با ترکیب روش های رگرسیون لجستیک، شبکه  های عصبی 
تصادفی،  جنگل  و  پشتیبان،  بردار  ماشین  چندلایه،  پرسپترون 
LightGBM، XGBoost، به AUC برابر با 0/73 دست می  یابد که 
اثربخشی آن را در پیش بینی افراد پرخطر و کم خطر نشان می  دهد. 
شرکت  های  ماشین،  یادگیری  روش  های  و  داده  علم  از  استفاده  با 

جدول 2: وزن الگوریتم  ها در روش ترکیبی
Table 2: The weight of algorithms in the hybrid method
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بیمه می  توانند دقت برآورد هزینة خود را بهبود بخشند و ریسک را 
بهتر مدیریت کنند. این رویکرد می  تواند به شرکت  های بیمه کمک 
کند تا پوشش بیمه  ای و قیمت  گذاری دقیق  تری را برای افراد ارائه 
دهند که به رضایت بیشتر مشتریان و کاهش زیان  های مالی منجر 

می  شود.
استفاده  پژوهش  این  در  که  محدودی  ویژگی  های  به  توجه  با 
متغیرهای  از  که  می  شود  پیشنهاد  آتی  کارهای  برای  است،  شده 
به جز  ضمن  در  شود.  استفاده  دقت  افزایش  برای  بیشتر  محاسباتی 
روش  های یادگیری ماشین، برای قیمت  گذاری می  توان از روش  های 
تصمیم گیری با معیارهای چندگانه نیز استفاده کرد. روش  هایی مانند 
تاپسیس یا فرایند تحلیل سلسله مراتبی مناسب برای این امر هستند. 
همچنین می  توان در کارهای آتی به جای طبقه  بندی افراد در دو طبقة 
پرخطر و کم خطر، تعداد سه طبقه را در نظر گرفت و افراد با هزینة 

درمانی متوسط را نیز در آن لحاظ کرد.

مشارکت نویسندگان
و  مطالب  گردآوری  و  داده ها  جمع آوری  نودهی:  تجددی  مهسا 
نگارش مقاله، سمانه حسینی خطیبانی: مدل سازی و گردآوری مطالب 
و نگارش مقاله، محسن یزدینژاد: استاد راهنما و پیاده سازی الگوریتم، 
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 LightGBM الگوريتم نظر از هدف ويژگي به نسبت هاويژگي اهميت. 12 شكل

Figure 12. The importance of features compared to the target feature according to the LightGBM algorithm  
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Fig. 12: The importance of features compared to the target feature according to the LightGBM algorithm
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